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基于贝叶斯深度强化学习的主动配电网电压控制
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摘要：多分布式源荷接入导致配电网电压波动性增强。同时，上级主网电压的不确定性波动也会

对配电网电压特性造成影响。为有效应对主配电网电压波动，文中提出一种基于数据驱动与模型

求解结合的主动配电网多时间尺度电压控制框架。在慢时间尺度下，考虑主网电压波动，构建了上

级主网非无穷大系统多馈线环境，对该环境下的电压控制问题进行了对抗性马尔可夫过程建模。

在训练过程中，以投影梯度下降算法使主网电压发生扰动。利用贝叶斯深度 Q 网络算法感知上级

主网电压波动，实现有载调压变压器挡位快速控制。在快时间尺度下，基于传统二阶锥优化方法控

制光伏逆变器无功输出。算例结果表明，该方法可准确感知上级主网电压波动，在极短时间实现配

电网无模型电压控制，保证各节点电压维持在安全范围内。
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度 Q 网络；深度强化学习

0 引言

伴随大规模分布式资源的广泛接入，电力系统

正经历结构性改革，向低碳化、分布式、智能化与开

放化的方向发展［1-2］。其中，分布式能源的广泛接入

在促进电力系统低碳化转型的同时，降低了系统短

路比（short circuit ratio，SCR），使得配电网抗干扰能

力下降，其主网电压也在一定程度上受分布式资源

随机性、间歇性波动和输电网故障等因素的影响而

波动。馈线内部新能源和主网电压的随机性波动导

致配电网内部更易出现电压越限与电压不平衡的问

题［3］。为应对上述主配电网的不确定性，亟须提出

一种兼具鲁棒性和快速性的主动配电网电压控制策

略，保障配电网的安全稳定运行。

主网难以预测的随机性与馈线内部分布式资源

波动特性日益加剧，传统模型驱动算法已难以满足

控制的实时性和鲁棒性需求［4］。目前，有较多研究

借助具备强大数据挖掘能力和运算时效性的深度强

化学习（deep reinforcement learning，DRL）技术［5］应

对配电网运行控制过程中的不确定性。文献［6］提

出一种基于图卷积神经网络的深度 Q 学习方法，提

取配电网拓扑特征以应对实际运行过程中线路拓扑

的频繁变化。文献［7］提出一种基于多智能体深度

确定性策略梯度算法的分散式电压控制方法以应对

光伏和风电机组引发的电压波动。文献［8-9］利用

离线训练与在线训练结合的两阶段 DRL 算法，提升

智能体对实际配电网线路参数的适应性。文献［10］
将 DRL 算法与模型驱动算法结合，在智能体动作的

下层构建基于光伏出力不确定性场景的随机优化模

型以实现环境的不确定性建模。文献［11］建立了

云-边协同的 DRL 分布式电源就地自适应控制框架

以应对光伏不确定性。文献［12］建立了基于贝叶

斯深度确定性策略梯度算法的配电网能量管理模

型，增强了调度策略对极端情况的适应性。但目前

尚未有研究利用 DRL 算法挖掘主网不确定性对配

电网各馈线电压及控制策略的影响。

高比例新能源渗透提升了输配电网控制环境的

复杂性，目前，已有文献利用输配电网联合仿真及优

化分析该不确定性环境并提供优化控制方案。文献

［13］构建了高比例新能源渗透公共连接点电压波动

模型，在暂态层面分析了不同新能源渗透率下的电

压波动特性。文献［14-15］论证了高比例新能源渗

透对主网电压安全和波动特性造成的影响，分析了

分布式新能源出力与主网电压的相关性。但上述研

究并未考虑主网电压波动对配电网运行状态的影
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响，也未针对上级主网电压波动提出有效的感知与

控制策略。文献［16-18］建立了输配电网协同优化

模型，利用模型驱动算法获取多能源最优调度和控

制策略，但上述研究对模型和量测的依赖度较高，随

着网络规模和控制设备的增多，时效性将显著降低。

为充分考虑主网电压不确定性对配电网馈线内

部电压的影响并借助 DRL 算法挖掘主网电压不确

定性与控制策略的联系，提升控制鲁棒性与时效性，

本文在配电网电压控制过程中考虑上级主网电压波

动，提出了一种基于数据驱动与模型求解结合的多

时间尺度电压控制方法。首先，构建了考虑上级主

网电压波动的配电网多馈线多时间尺度电压控制模

型。在慢时间尺度下，对该环境中的电压控制问题

进行对抗性马尔可夫过程建模，训练过程中引入投

影梯度下降（projected gradient descent，PGD）算法

使上级主网电压发生波动以模拟不确定性，利用贝

叶斯深度 Q 网络（Bayesian deep Q network，BDQN）

算 法 训 练 并 控 制 有 载 调 压 变 压 器（on-load tap 
changer，OLTC）动作。在快时间尺度下，利用传统

二阶锥优化方法控制光伏逆变器输出。

1 上级主网电压波动下的多馈线多时间尺

度电压控制模型

1. 1　上级主网电压波动的多馈线环境

通常，可根据 SCR 指标将配电系统强度分为

3 类，记 SCR 指标为 KSCR，当 KSCR≤2 时，系统极弱；

当 2<KSCR≤3 时，系统弱；当 KSCR>3 时，系统强。

系统强度越高，其抵御输电网故障、间歇性新能源波

动和随机性负荷的能力就越强［19］。在理想情况下，

变电站高压侧上级主网可视为无穷大系统，即进行

最优潮流或负荷潮流计算时，配电网上级主网电压

的标幺值恒定为 1。
随着分布式新能源在配电系统中大规模集成，

系统 SCR 指标持续下降，正经历由强到弱的转变。

此时，配电系统上级主网不可视为无穷大电源，在主

网与馈线间应接入阻抗模拟电源内阻，且上级主网

电压受多重因素影响，难以预测波动特性。根据文

献［19］，上级主网为非无穷大系统的配电网正常运

行状态如附录 A 图 A1 所示。该系统 KSCR 的计算

式为［20］：

KSCR = S ac

PN
= U 2

N

PN

1
|Z s |

（1）

式中：S ac 为变电站出口母线短路容量；Z s 为主网等

效阻抗；PN 为系统额定功率；U N 为变电站出口额定

电压。

根据式（1），若给定配电网系统 SCR 的估计值，

即可反推出主网等效阻抗，代入后续潮流分析。

在 多 馈 线 系 统 中 ，配 电 网 利 用 变 电 站 中 的

OLTC 进行调压，对配电网馈线根节点电压进行调

整 。 根 据 文 献［21］，对 主 网 与 配 电 网 根 节 点 间

OLTC 支路与变电站出线支路进行建模，支路结构

如附录 A 图 A2 所示，各物理量约束如式（2）所示。
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式中：χ 为以 OLTC 低压侧为首端的馈线支路集合；

Pm 和 Q m 分别为主网传输至 OLTC 低压侧的有功和

无功功率；P e 和 Q e 分别为注入 OLTC 低压侧的有功

和无功功率；P e，f 和 Q e，f 分别为 OLTC 低压侧传输至

配电网各馈线的有功和无功功率；rm 和 xm 分别为主

网与 OLTC 低压侧之间的电阻和电抗；Lm 为主网至

OLTC 低压侧电流的平方；U z、U e、U m 分别为上级

主网、OLTC 低压侧和 OLTC 高压侧的电压；d oltc 为

OLTC 变比标幺值。

各非线性约束二阶锥松弛及线性化方法如附录

B 式（B1）和式（B2）所示。

1. 2　双时间尺度电压控制模型

将传统慢时间尺度机电设备与新型电力电子设

备相结合，建立双时间尺度电压控制模型。在每个

慢时间尺度开始前根据日前光伏和负荷预测值控制

OLTC 挡位，待 OLTC 挡位确定后控制快时间尺度

光伏逆变器无功功率输出。每个慢时间尺度的目标

函数为最小化电压偏差，如式（3）所示。

min ∑
t = 1

T s

∑
i = 1

N

(U i，t - 1 )2 （3）

式中：U i，t 为 t时段节点 i的电压；N 为系统节点数；T s

为一个慢时间尺度中包含的快时间尺度调度总时

段数。

基于 Distflow 潮流方程，各馈线物理量约束为：

ì

í

î

ïïïï

ï
ïï
ï

Pi，t = P pv
i，t + ∑

j ∈ F ( i )
Pij，t - ∑

k ∈ T ( i )
( )Pki，t - lki，t rki          i ∈ N S

Q i，t = Q pv
i，t + ∑

j ∈ F ( i )
Q ij，t - ∑

k ∈ T ( i )
( )Q ki，t - lki，t xki       i ∈ N S

（4）
U 2

j，t = U 2
i，t - 2( Pij，t r ij + Q ij，t x ij )+ lij，t ( r 2

ij + x2
ij )

ij ∈ BS （5）
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lij，tU 2
i，t = P 2

ij，t + Q 2
ij，t        ij ∈ BS （6）

U 2
min ≤ U 2

i，t ≤ U 2
max （7）

式中：Pi，t 和 Q i，t 分别为 t 时段注入节点 i 的有功和无

功功率；Pij，t 和 Q ij，t 分别为 t 时段支路 ij 的有功和无

功功率；F（i）为以节点 i 为首端点的支路的末端节

点集合；T（i）为以节点 i 为末端节点的支路的首端

节点集合；lki，t 为 t 时段支路 ki 电流幅值的平方；P pv
i，t

为 t 时段节点 i 的光伏有功出力预测值；Q pv
i，t 为 t 时段

节点 i 的光伏逆变器的无功输出；rki 和 xki 分别为支

路 ki 的电阻和电抗；NS 为系统节点集合；BS 为系统

支路集合。

实际控制过程中，慢时间尺度 OLTC 挡位控制

约束如式（2）所示；快时间尺度光伏有功与无功出

力约束［11］如式（8）所示。
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0 ≤ P pv
n，t ≤ P pv，max

n，t                           n ∈ N pv

Q b
n，t = m ( Spv

n )2 -( P pv
n，t )2         n ∈ N pv

-Q b
n，t ≤ Q pv

n，t ≤ Q b
n，t                    n ∈ N pv

（8）

式中：N pv 为光伏机组接入点集合；n 为光伏机组编

号；P pv
n，t 为 t时段光伏机组 n 的有功出力；P pv，max

n，t 为 t时
段光伏机组 n 的有功出力上限；Q pv

n，t 为 t 时段光伏机

组 n 的无功出力；Q b
n，t 为 t 时段光伏机组 n 的无功出

力边界值；Spv
n 为光伏机组 n 的装机容量；m 为容量弹

性系数，即新能源无功出力可比实际值略高，本文

取 1.1。

2 数据驱动与模型求解结合的配电网电压

控制框架

如图 1 所示，本文利用数据驱动算法控制慢时

间尺度 OLTC，利用模型求解算法控制快时间尺度

光伏逆变器。在多馈线系统中，各馈线由于负荷和

新能源渗透率不同，导致电压波动情况有差异。因

此，在离线训练阶段，慢时间尺度 OLTC 智能体通

过感知上级主网电压、各馈线历史负荷和新能源出

力情况，基于对抗性马尔可夫过程进行经验积累和

集中训练。具体而言，DRL 智能体以 30 min 为时间

尺度控制 OLTC 挡位，并将该动作与配电网环境交

互以获取该步奖励值，奖励值为当前慢时间尺度动

作下所有快时间尺度的最小电压偏差之和，求解采

用基于模型求解的二阶锥规划（second-order cone 
programming，SOCP）方法以 5 min 为时间尺度控制

光伏逆变器无功输出并获取最小电压偏差。当在线

运行阶段的上级主网电压大幅波动时，训练完成的

DRL 智能体可在极短时间内配合各馈线具备实时

响应功能的光伏逆变器，实现快速电压控制。

3 考虑上级主网波动的慢时间尺度 DRL 控

制方法

3. 1　慢时间尺度对抗性马尔可夫过程建模

3. 1. 1　对抗性马尔可夫过程

对抗性马尔可夫过程涉及智能体和对手两个主

体，本质是一种马尔可夫博弈过程。对抗性马尔可

夫过程可用一个 5 元数组 ( S，A，C，P，R ) 表示，相较

于传统马尔可夫过程增加了对手扰动集 C。其中，S
为观测状态空间，A 为动作集合，C 为对手的状态扰

动集合，P 为状态转移概率，R 为与环境交互获取的

奖励集合。

在智能体固定策略函数 π 下，对手扰动函数 v (⋅)
的目标为寻求最优扰动函数 v*，使得在当前策略函

数 π 下的累计期望回报最小化，最优对手扰动下的

Q 函数 Q (⋅)为：

Q ( s，a )= min E [ r + γ max Q ( v ( s')，a') ]     （9）
式中：γ 为折扣系数；s和 s'分别为当前和下一时刻状

态；a 和 a'分别为智能体当前和下一时刻选择的动

作；r 为在对手扰动状态下，执行动作的奖励值；E (⋅)
为期望函数。

在最优扰动函数 v* 下，智能体目标为寻找最优

策略 π *，使得 Q 函数最大化，最优策略为：

π * = arg max Q ( s，a ) （10）
3. 1. 2　对抗性马尔可夫过程建模

在本文构建的上级主网电压波动的多馈线环境
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图 1　多智能体多时间尺度控制框架
Fig. 1　Framework of multi-agent 

multi-timescale control
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下，可通过对慢时间尺度电压控制问题进行对抗性

马尔可夫过程建模，在 DRL 训练过程中引入主网电

压随机波动的干扰样本，以增强智能体应对实际控

制过程中主网电压随机波动的能力。配电网慢时间

尺度对抗性马尔过程如附录 A 图 A3 所示，智能体

根据受对手扰动后的观测值输出 OLTC 动作并将

其与弱电网环境交互，获取奖励值并更新观测状

态。该对抗性马尔可夫过程的建模如下。

1）观测状态

智能体观测状态包括慢时间尺度内上级主网电

压和各馈线各节点的净有功功率平均值。因此，在

慢 时 间 尺 度 内 ，智 能 体 观 测 状 态 向 量 记 为 ：s=
{U z，T，P 1，T，P 2，T，⋯，Pi，T，⋯，PN，T }，其中，U z，T 为 T 时

段上级主网的电压幅值，Pi，T 为 T 时段节点 i 的有功

功率平均值。

2）对手扰动

对手扰动 c 为浮点数型连续变量，取值区间为

[-ΔU，ΔU ]，其中，ΔU 为主网电压最大波动值。对

手对智能体的观测状态进行扰动，使其观测到的上

级主网电压在区间 [ U z - ΔU，U z + ΔU ] 内波动。

训练过程中，以式（9）为目标，基于 PGD 算法获取最

优扰动变量的值。

3）动作

OLTC 动 作 a 为 整 数 型 离 散 变 量 ，本 文 设

OLTC 共计 33 个挡位［22-23］。因此，变量取值区间为

[-16，16 ]，每个挡位可调节 0.003 125 p.u.，合计共

0.1 p.u.。
4）奖励值

慢时间尺度的单步奖励值定义为一个慢时间尺

度调度周期内所有快时间尺度的节点电压偏差

之和 rT：

rT = -∑
t = 1

T s

∑
i = 1

N

( )U i，t - 1 2
（11）

快时间尺度电压偏差计算基于约束式（4）—式

（8），目标函数为最小化电压偏差，利用传统 SOCP
模型求解。

3. 2　 基 于 PGD 算 法 的 上 级 主 网 最 优 扰 动 量 选 取

方法

本文构建的慢时间尺度对抗性马尔可夫过程

中，对手利用最强一阶扰动——PGD 算法求取对智

能体上级主网电压观测量的最优扰动。

给定样本（s，q）和需要拟合的策略网络 fπ，其

中，q为所有动作对应的 Q 值向量，对手的目标为在

s增加扰动后，使得新 Q 值向量与 q之间的交叉熵损

失最低，记为：

max
c

 L ( fπ ( s+ c )，q ) （12）

c=[ c，0，0，⋯，0 ] （13）
式中：L (⋅)为交叉熵损失函数；c为对手扰动变量增

广后的 N + 1 维行向量。

PGD 算法可协助对手寻求最优扰动，通过小步

梯度下降和投影映射对 s进行干扰。将该算法应用

到慢时间尺度智能体的训练过程中，每一训练步通

过 n 次迭代攻击调整上级主网电压波动值，使价值

网络输出的 Q 值分布与原始未受干扰的 Q 值分布

相似度最低，即交叉熵损失函数最小。算法原理及

伪代码见文献［24］与附录 A。

3. 3　贝叶斯 DRL 算法

基于 3.1 节和 3.2 节的描述，为应对实际控制过

程中上级主网电压的不确定性，本文在慢时间尺度

训练过程中利用 PGD 算法引入大量干扰样本，增大

了智能体状态空间与学习难度，使得传统确定性

DRL 算法难以准确刻画波动状态与动作价值分布

间的关系。本节引入不确定感知与泛化能力很强的

贝叶斯 DRL 算法［25］对慢时间尺度电压控制问题进

行 训 练 ，首 先 ，介 绍 贝 叶 斯 神 经 网 络（Bayesian 
neural network，BNN）算法。

3. 3. 1　BNN 算法

在贝叶斯 DRL 算法中，通常采用贝叶斯概率网

络代替传统确定性神经网络以获取智能体观测状态

对应的动作 Q 值分布［26］。与传统神经网络各神经

元之间权重为定值不同，BNN 算法各神经元之间的

权重为符合正态分布的随机数，训练参数为各正态

分布的均值与方差，具有不确定性量化能力。因此，

BNN 算法泛化能力更强，可提升智能体应对不确定

性的能力，对本文所构建的考虑上级主网电压随机

波动及分布式资源出力不确定性的配电网有更强的

适应性。利用贝叶斯 DRL 算法对传统深度 Q 网络

（deep Q network，DQN）算法进行改进，将深度确定

性 Q 网络替换为 BNN 算法，可实现动作价值函数的

不确定性估计。本文 BNN 算法的输入为慢时间尺

度智能体受扰动后的观测状态，输出为 33 种挡位对

应 Q 值的分布。

3. 3. 2　贝叶斯 DRL 算法原理

贝叶斯学习的训练目的为近似后验分布，在

DRL 学习过程中，其目标为给出准确的神经网络参

数以近似正确的动作 Q 值分布［27］，预测分布的计算

式为：

P 1( w |M ) =
P 2 ( w ) P 3( )M |w

P 4( )M
（14）
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式中：w 为神经网络参数；M 为输入与输出 Q 值的数

据集合；P 2( w )为网络参数的先验概率；P 1( w |M )为
网络参数准确的后验概率；P 3( M |w )为似然函数值；

P 4( M )为边缘似然函数值。

在此基础上，利用变分推理和蒙特卡洛采样方

法推导出贝叶斯神经网络损失函数，具体推导过程

见附录 B 式（B3）—式（B7），其中，式（B7）为最终

结果。

附录 B 式（B7）中，第 1 项与第 3 项可通过对

BNN 算法各层级权重进行对数运算求得，第 2 项为

计算数据集似然函数值，需要根据 DRL 算法的动作

Q 值分布获取原理进行推导，本文在 3.3.3 节中对

BDQN 算法的损失函数进行详细的推导。

3. 3. 3　BDQN 算法

与文献［28］中所述 DQN 算法相同，BDQN 算

法采用 3 种机制增强学习性能，分别为经验回放、ε-

贪婪策略和目标网络机制。在传统 DQN 算法损失

函数的基础上，根据 3.3.2 节贝叶斯 DRL 算法原理

推导出贝叶斯 Q 评估网络的损失函数。

1）经验回放机制

设置经验回放池 D，由于受到对手攻击，当前时

间步的状态回放与智能体所选动作受对手攻击影

响，存放经验为 ( v ( s )，a，r，s')，其中，v ( s )为经对手

扰动后的状态向量，s'为下一时刻状态向量。

2）ε-贪婪策略

为确保智能体能够充分探索，训练过程中引入

ε-贪婪策略选择动作，即智能体探索幅度随动作次

数增加而不断降低，具体公式参照文献［28］。

3）目标 Q 网络机制

训练时，Q 评估网络的参数向量为W，引入目

标 Q 网络，其网络结构和参数向量W '初始值与 Q
评估网络完全一致。在训练过程中，Q 评估网络参

数随智能体学习进行实时更新，在经过一定次数的

更新后，评估网络将参数赋值给目标网络。传统

DQN 算法的 Q 评估网络损失函数推导过程见文献

［28］，本文在此基础上推导出 BDQN 算法 Q 评估网

络参数单步损失函数 H (W )，如式（15）所示，具体推

导过程见附录 B 式（B8）—式（B10）。

H (W )= 1
S ∑

i'= 1

S

∑
n'= 1

2N p

ln P 1( )wn'，i'|W n'，i' - 1
S ∑

i'= 1

S ì
í
î

- [ ri' + γQ n，i' ( v ( s' )，a'；W ')- Q n，i' ( v ( s )，a；W ) ]2

2κ 2 -

ln κ -
ü
ý
þ

ln 2π - 1
S ∑

i'= 1

S

∑
n'= 1

2N p

ln P 2( )wn'，i' （15）

式中：S 为蒙特卡洛采样次数；2N p 为 BNN 算法参数

的 总 数 ；ri' 为 第 i' 次 蒙 特 卡 洛 采 样 的 奖 励 值 ；

Q n，i' ( v ( s' )，a'；W ') 为参数为W '的 Q 评估网络第 i'
次蒙特卡洛采样时输入下一时刻状态向量 v ( s' )并
选择动作 a'情况下的 Q 值；Q n，i' ( v ( s )，a；W )为参数

为W的 Q 评估网络第 i'次蒙特卡洛采样时输入当前

时刻状态向量 v ( s ) 并选择动作 a 情况下的 Q 值；κ
为正态分布方差噪声变量，用于增强似然计算的鲁

棒性；P 1( )wn'，i'|W n'，i' 为 Q 评估网络第 i'次蒙特卡洛

采样第 n'个参数的后验概率值；P 2( )wn'，i' 为 Q 评估

网络第 i'次蒙特卡洛采样第 n'个参数的先验概率值。

综上所述，慢时间尺度 BDQN 算法流程如附录

A 所示。训练完成后的 BDQN 算法将被用于控制

慢时间尺度 OLTC 挡位，智能体根据上级主网实际

电压波动和平均功率的观测输出 33 个挡位对应的

Q 值，然后选取 Q 值最大的挡位作为智能体输出

动作。

4 算例分析

4. 1　算例介绍

本文仿真测试基于硬件平台 NVIDIA GTX 

4060Ti 和 Intel Core i5-13490KF 实现；软件系统为

Windows 10；DRL 算 法 均 基 于 Python 3.9.0 的

Pytorch 神经网络框架训练实现。

选取某地区实际 100 节点三馈线配电网系统进

行分析，如附录 A 图 A4 所示。上级主网电压为

110 kV，经过变电站变压为 10 kV，额定视在功率为

100 MV·A。在本文所构建的配电网模型中，变压

器两端均有参数，采用文献［29］所述第 2 种标幺化

方式，将线路及各设备参数的有名值除以由基本级

归算到这些物理量所在电压等级的基准值以进行就

地标幺化。各光伏机组安装位置及容量如附录 A
表 A1 所示，光伏总装机容量为 19.35 MW。训练集

与测试集数据见文献［30］。

为保证公平性，在进行方法对比时，算例分析时

选用的 DQN 算法超参数及网络结构等设定与本文

提 出 的 BDQN 算 法 保 持 一 致 ，PGD 算 法 参 数 、

BDQN 算法参数及训练超参数设定如附录 A 表 A2
所示。其中，PGD 算法最大扰动参数设定为 0.05，
即上级主网电压波动区间为［-0.05，0.05］p.u.。该

多 馈 线 系 统 各 节 点 电 压 安 全 运 行 范 围 为

［0.95，1.05］。
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4. 2　测试集电压偏差情况分析

首先，对测试集配电网环境电压偏差情况进行

分析。当上级主网电压在［-0.05，0.05］p.u. 范围内

随机波动时，不考虑任何电压控制设备，基于最优潮

流技术，分析无电压控制设备时该系统电压偏差问

题。以 5 min 为一个时间断面进行分析，测试集共

计 288 个时间断面，各节点 288 个时间点电压标幺

值分别如附录 A 图 A5 和图 A6 所示。节点 50 至 70
和节点 75 至 79 在时段 250 至 280 出现了严重的电

压跌落现象，测试集全天电压最小值为 0.911 p.u.，
原因在于该时段严重的源荷不匹配现象，即负荷需

求量大而光伏有功出力不足，亟须传统控制设备与

新型电力电子设备共同作用以抬升电压。

4. 3　贝叶斯 DRL 算法效果分析

为验证本文所提方法在范围较大的多馈线系统

中应对上级主网电压波动的有效性，将本文所提方

法（方法 1）与两种 DRL 算法进行对比，具体如表 1
所示。

4. 3. 1　算法收敛性分析

基于相同的超参数训练方法 1 和方法 3 智能

体。每回合包括 48 个智能体动作周期和 288 个光

伏逆变器动作周期，回合训练开始前，随机抽取训练

集中的一天进行训练，训练 400 回合后结束。两种

算法的收敛情况如图 2 所示。图中的蓝色曲线表示

方法 1 的训练情况。在训练初期，由于智能体探索

和 PGD 算法的影响，奖励值较低且大幅波动，但总

体呈现上升趋势。随着回合数的增加，经验回放池

填满，智能体探索幅度下降，BDQN 算法依据大量

的经验回放感知上级主网电压不确定性，奖励值不

断上升，在大约 50 回合后收敛。收敛后的奖励值呈

小幅上升趋势，最终收敛到 -3 左右，算法收敛稳

定，具备应对扰动的能力。图中红色曲线表示的

DQN 算法虽然开始时奖励值高于 BDQN 算法，但

由于网络缺乏应对不确定性的感知与泛化能力，奖

励值虽较快达到-3，但在 PGD 算法的作用下频繁

出现较大扰动，选择次优解甚至较差解，难以适应上

级主网电压波动。

4. 3. 2　算法电压控制有效性分析

为验证所提算法在主网电压随机波动下的有效

性，本节对方法 1 中训练完成的 BDQN 算法智能体

电压控制效果进行测试。首先，分析算法在主网电

压分别以 0%、10%、20%、30%、40% 和 50% 概率

的 PGD 算法扰动下的电压控制效果，测试集全天电

压偏差值、最大值和最小值如附录 A 表 A3 所示。

需要注意的是，BDQN 算法的 Q 网络为 BNN 算法，

网络参数为服从特定正态分布的随机数，故对应一

固定观测状态，每次前向传播输出的动作 Q 值分布

可能有微小差异。因此，在实际决策时，本文选取

10 次采样的平均值作为最终动作。

由附录 A 表 A3 可知，当主网电压以不同概率

在区间［-0.05，0.05］p.u.波动时，方法 1 可将各节点

电压维持在安全范围内。随着波动概率的上升，测

试集全天电压偏差稳定，无显著上升趋势，表明

BDQN 算法智能体能准确感知上级主网电压波动，

控制 OLTC 和光伏逆变器合理动作。

验证上级主网电压以 90% 概率受 PGD 算法扰

动的极端情况下方法 1 的有效性，主网电压全天波

动情况和 OLTC 挡位动作信息如图 3 所示，测试集

全天电压控制情况如附录 A 图 A7 所示。

经计算，测试集全天电压偏差为 3.281 p.u.，电
压最大值为 1.037 p.u.，最小值为 0.961 p.u.，均处于

表 1　不同方法的设置
Table 1　Settings for different methods

方法编号

方法 1(本文所提)
方法 2
方法 3

马尔可夫

过程

对抗性

对抗性

普通

训练时扰

动情况

PGD
PGD

无扰动

训练算法

BDQN
DQN

BDQN

训练参数

保持一致
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图 2　奖励值的收敛曲线
Fig. 2　Convergence curves of reward values
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图 3　主网电压极端波动情况和 OLTC 动作挡位
Fig. 3　Extreme fluctuations of main grid voltage and 

OLTC tap
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安全范围内。由图 3 和图 A7 可知，在时段 0 至 3、5
至 8、12 至 16、32 至 39 和 41 至 48 时，上级主网电压

上偏严重，故 OLTC 智能体挡位设置较低，防止多

馈线各节点出现电压越界现象；在 4、9、17 和 40 时

段，上级主网电压下偏严重，OLTC挡位随之抬升，以

缓解电压跌落。

4. 3. 3　训练期间引入 PGD 算法效果分析

为验证在训练过程中基于对抗性马尔可夫过程

对智能体观测状态引入 PGD 算法对主网电压进行

扰动的必要性，对方法 1 和方法 3 的算法收敛情况和

电压控制效果进行分析。两者的训练奖励值收敛曲

线见附录 A 图 A8，测试过程中，主网电压受不同概

率的 PGD 算法扰动而波动，方法 3 的 BDQN 算法全

天电压偏差结果如附录 A 图 A9 所示。

综合分析附录 A 图 A8、图 A9 及表 A3 可知，

BDQN 算法具有极强的泛化能力，无论训练过程中

是否增加对上级主网电压的扰动，其奖励曲线收敛

性较好且相近。方法 3 的 BDQN 算法测试集全天电

压偏差值显著低于方法 1，且随着主网电压波动概

率的上升，测试集全天电压偏差呈显著上升趋势。

当扰动概率不小于 40% 时，节点电压最小值出现越

界现象，最大值有显著的越界趋势，不能充分感知主

网电压波动。因此，在应对难以预测的上级主网电

压不确定性时，基于对抗性马尔可夫过程训练智能

体可显著提升算法应对扰动的鲁棒性。

4. 4　不同方法控制效果对比

为验证本文所提基于对抗性马尔可夫过程训练

的 BDQN 算法的实际控制优势，对比表 1 中 3 种方

法和传统多时间尺度模型驱动方法在上级主网电压

以 90% 概率波动下的电压控制效果，包括测试集全

天平均电压偏差、电压最大值、电压最小值以及慢时

间尺度 OLTC 动作平均决策时长，如表 2 所示。其

中传统多时间尺度模型控制方法的上级主网电压波

动情况与方法 1保持一致，目标函数为式（3），约束条

件为式（2）、式（4）—式（8），利用 Gurobi求解器求解。

由表 2 可知，方法 1 的测试集平均电压偏差与

传统求解器所得全局最优电压偏差接近，按式（16）
计算［11］，其电压控制最优率为 93.41%，逼近全局

最优。

η = (1 -
|

|
|
||
| δp - δ c

δ c - δo

|

|
|
||
| )× 100% （16）

式中：δp、δ c 和 δo 分别为本文所提控制、传统最优控

制和无电压控制 3 种情况下的平均电压偏差。

方法 1 的全天电压最大值为 1.037 5 p.u.，最小

值为 0.960 4 p.u.，能够在上级主网电压大范围波动

情况下维持测试集全天各节点电压在安全范围内，

且其电压偏差显著低于方法 2 与方法 3，证明其相较

于非对抗性马尔可夫过程下的 DRL 算法和 DQN 算

法有更强的鲁棒性。

更进一步，选取部分光伏接入节点及支路末端

节点对比方法 1 与传统求解算法的电压控制效果，

节点 16 和节点 69 的电压控制效果如图 4 所示，节点

33 和节点 90 的电压控制效果如附录 A 图 A10 所示，

两种方法各关键节点电压控制效果接近。图 4 中，

方法 1 计算节点 69 的电压在第 200 个时段附近与传

统算法求解结果相差 0.01 p.u.，原因为 DRL 算法通

过智能体与环境的交互训练更新神经网络参数以逼

近全局最低电压偏差，但很难保证每个节点在每个

时段的电压控制效果均与传统控制一致。经计算，

图 4 所示方法 1 控制的节点 69 全天电压总偏差为

0.065 p.u.，相较于传统求解算法的 0.069 p.u. 降低

了 0.004 p.u.，说明本文所提 DRL 算法可更有效地

控制支路末端节点电压。

表 2　不同方法的电压控制效果对比
Table 2　Comparison of voltage control effects of 

different methods

算法

方法 1
方法 2
方法 3
传统

无控制

平均偏

差/p.u.
0.011 3
0.024 1
0.022 5
0.009 7
0.034 0

最大值/
p.u.

1.037 5
1.045 3
1.033 4
1.031 3
1.022 5

最小值/
p.u.

0.960 4
0.968 9
0.936 6
0.962 8
0.924 5

训练时

长/min
192
185
285

执行时

长/s
0.002 4
0.002 2
0.001 8
7.263 0

0.990

0.995

1.000

1.005

�"1;  �4�"�

0.96

0.97

0.98

0.99

1.00

*
�

/p
.u

.
*
�

/p
.u

.

0 36 72 108 144 180 216 252 288

� 
(b) 7%69+*�
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� 
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图 4　节点电压对比
Fig. 4　Comparison of node voltage
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除了近似最优的控制效果，本文所提方法中一

次慢时间尺度 OLTC 平均决策计算时间（即 4.3.2 节

中所述利用训练完成的 DRL 算法“采样 10 次并取

平均值”所耗时间）为 0.002 4 s。一次慢时间尺度全

部设备的平均优化决策计算时间，包括 OLTC 挡位

的 DRL 决策和光伏逆变器的 SOCP 方法优化时间，

为 0.608 s，相较于传统求解算法的 7.263 s，在时效

性方面有显著提升，在面临极端波动情况时，能以极

快的速度响应上级主网电压波动，避免各节点电压

出现越界可能，保障配电网安全稳定运行。

5 结语

本文针对多分布式资源接入背景下的主动配电

网提出一种考虑上级主网电压波动的实时电压控制

方法，实现了主配电网不确定性环境下多馈线多时

间尺度电压控制。主要结论如下：

1）构建了上级主网为非无穷大系统及主网电压

不确定性波动的多馈线配电网电压控制环境，相较

于理想模型考虑了输电网不确定性，更符合多分布

式资源接入的配电网实际运行环境。

2）构建了数据驱动与模型求解结合的配电网

多智能体多时间尺度电压控制框架，利用贝叶斯

DRL 算法控制慢时间尺度 OLTC 挡位，利用传统

SOCP方法控制快时间尺度光伏逆变器的无功输出。

3）对上级主网电压波动下的配电网慢时间尺度

电压控制问题进行对抗性马尔可夫过程建模，并利

用 BDQN 算法进行训练与控制；在训练过程中引入

PGD 算法使上级主网电压发生扰动，以提升智能体

实际控制过程中对主网电压不确定性波动的感知的

应对能力。

4）实际 100 节点三馈线系统测试结果表明，在

控制效果方面，相较于 DQN 算法和训练过程中未

加入扰动的 BDQN 算法，本文所提方法在上级主网

电压以 90% 概率在［-0.05，0.05］p.u.波动的极端情

况下可实现有效无模型电压控制，平均电压偏差、电

压最大值和最小值与传统最优控制结果接近，控制

最优率为 93.41%；在决策时间方面，本文所提方法

慢时间尺度 OLTC 挡位平均决策时长为 0.002 4 s，
相较于传统方法的 7.263 s，时效性有显著提升。

本文的模型尚未考虑配电网拓扑的不确定性，

未来将研究配电网多馈线拓扑重构下的不确定性特

征提取及拓扑重构与多种设备的协同电压控制方法。

附录见本刊网络版（http：//www.aeps-info.com/

aeps/ch/index.aspx），扫英文摘要后二维码可以阅读

网络全文。
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Voltage Control for Active Distribution Network Based on Bayesian Deep Reinforcement Learning

ZHANG Xiao1， WU Zhi1， ZHENG Shu1，2， GU Wei1， HU Bo3， DONG Jichao3

(1. School of Electrical Engineering, Southeast University, Nanjing 210096, China; 
2. NARI Group Corporation (State Grid Electric Power Research Institute), Nanjing 211106, China; 

3. Dalian Electric Power Supply Company of State Grid Liaoning Electric Power Co., Ltd., Dalian 116001, China)

Abstract: The access of multiple distributed sources and loads leads to enhanced voltage volatility in the distribution network. 
Meanwhile, the uncertainty fluctuation in the voltage of the upper main grid also affect the voltage characteristics of the distribution 
network. In order to effectively deal with the voltage fluctuations of the main grid and the distribution network, this paper proposes 
a multi-timescale voltage control framework for active distribution networks based on the combination of data-driven and model 
solving. In the slow time scale, considering the voltage fluctuation of the main grid, a multiple-feeder environment with a non-

infinity system of the upper main grid is constructed, and the voltage control problem in this environment is modeled as an 
adversarial Markov process. During the training process, the voltage of the main grid is perturbed with a projected gradient descent 
algorithm. The Bayesian deep Q network algorithm is utilized to sense the voltage fluctuation of the upper main grid and realize the 
fast control of taps of the on-load tap changer. In the fast time scale, the reactive power output of the photovoltaic inverter is 
controlled based on the traditional second-order cone optimization method. The case results show that the method can accurately 
sense the voltage fluctuation of the upper main grid, realize model-free voltage control of the distribution network in a very short 
time, and ensure that the voltage of each node is maintained within the safety range.

This work is supported by State Grid Corporation of China (No. 5400-202328548A-3-2-ZN).
Key words: active distribution network; voltage control; multi-timescale; adversarial Markov process; projected gradient descent; 
Bayesian deep Q network; deep reinforcement learning
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